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Wstep

In vita mors certa est ~ W zZyciu tylko Smierc jest pewna

Powyzsza sentencja, brzmigca na pozor do$é¢ banalnie, oprocz refleksji dotyczacej konca
naszej egzystencji, nasuwa szereg pytan zwigzanych z opisem dtugosci trwania ludzkiego
zycia, bedacej przedmiotem rozwazan niniejszej pracy. Dynamika towarzyszaca zmia-
nom tej dtugosci niesie za sobg wiele wyzwan dla systemu emerytalnego, jak rowniez
prywatnych ubezpieczen na zycie. Z uwagi na nieustannie zmieniajaca sie¢ dtugos¢
trwania ludzkiego zycia, powstaje ryzyko niedoszacowania kosztow zwigzanych z kalku-
lacjg sktadki ubezpieczeniowej. Rodzi to potrzebe nakreslenia ksztattu dalszych zmian,
ktorych dynamiki nie jestedmy w stanie zahamowac¢. Poszukiwania remedium opisanego
wyzej problemu majg juz swoja bogata historie, jednakze niektore proby analitycznego
opisania Smiertelnosci, jak na przykitad Prawo de Moivre’a czy Gompertza, nie znajduja
zastosowania w obecnej rzeczywistosci.

Rozwiazaniem adekwatnym do rozwazanego problemu wydaje si¢ by¢ proba stocha-
stycznego modelowania zmian $miertelnosci. Jednym z kluczowych modeli zgodnych z
ta konwencja jest model Lee-Cartera (L-C) [B; 9 115 3], ktérego zatozenia pozwola
nam na dokonanie przekrojowej analizy poréwnawczej zmian Smiertelnosci w szesciu
nastepujacych krajach: Polsce, Stanach Zjednoczonych, Belgii, Japonii, Australii i Chile.
Uzyskane rezultaty sa podstawa do dalszego wnioskowania na temat charakterystyki
Smiertelnosci w perspektywie kilkudziesieciu, a nawet kilkuset najblizszych lat.

W rozdziale 1 zapoznamy si¢ z elementarnymi pojeciami stosowanymi w matematyce
ubezpieczeniowej, ktére wprowadza nas w obszar dalszych rozwazan. Przedstawimy
rowniez zalozenia modelu Lee-Cartera oraz metode estymacji parametrow tego modelu.
Nastepnie model L-C zostanie zaaplikowany do danych dotyczacych $miertelnosci ob-
serwowanej w szesciu rozwazanych krajach.

Rozdzial 2 poswiecony jest natomiast analizie jednej ze sktadowych modelu, czyli
parametrowi ;. Zgodnie z zalozeniami modelu L-C, wartosci tego parametru moga
by¢ traktowane jako realizacje szeregu czasowego. Stad w rozdziale 2 przedstawimy
elementy teorii szeregdw czasowych, niezbedne do dopasowania procesu adekwatnego do
analizowanych danych. Klasycznie proces bladzenia losowego z dryfem [I3] uwazany jest
za najbardziej optymalne rozwigzanie, jednakze otrzymane przez nas wyniki pokaza, iz
nie jest to jedyny mozliwy wybor. W gléwnej czesci pracy zaprezentowany zostanie opis
dopasowania procesu dla danych dotyczacych Polski. Natomiast zatacznik A zawiera
opis analogicznego rozumowania dla pozostalych pieciu panstw. Po dopasowaniu modelu
dla kazdego z rozwazanych panstw dokonamy prognozy przysztych wartosci parametru
k¢, ktére umozliwig nam opisanie zmian smiertelno$ci w perspektywie najblizszych lat.



Konsekwencje ptynace z otrzymanych prognoz oméwione zostang w rozdziale 3. Przed-
stawimy w nim charakterystyke $redniej przysztego czasu zycia oparta na uzyskanych
wczesniej przewidywaniach. Pozwoli to na oceng¢ przewagi prezentowanego w niniejszej
pracy podejscia nad klasycznymi modelami opartymi na ,,statycznych’ tablicami trwa-
nia zycia. Porownamy rowniez, jak w zaleznosci od rozpatrywanego kraju zmienia sie
ksztatt oczekiwanych zmian. Zbadamy, jak dtugi moze by¢ obserwowany obecnie wzrost
dtugosci trwania ludzkiego zycia i czy ma on swoj koniec. Zastanowimy sie rowniez, czy
istnieje wiek graniczny, czy moze jednak cztowiek ma szanse zy¢ wiecznie.

Wykorzystane na potrzeby niniejszej pracy dane pochodza z bazy HMD (Human
Mortality Database) [§], dostarczajacej informacji o wybranych wskaznikach opisujacych
dtugosé zycia. Pozwolity one na przeprowadzenie analiz, stanowigcych podstawe do
wnioskowania na temat trendow smiertelnosci w perspektywie najblizszych lat. Podczas
gdy w wigkszosci dostepnych publikacji, autorzy skupiaja si¢ gtdwnie na ocenie jakosci
modelu L-C i aplikacji modelu do populacji wybranego kraju, przedstawiona w niniejszej
pracy, przekrojowa analiza ma na celu zestawienie sytuacji w roznych czeéciach swiata.



Rozdzial 1
Matematyczny opis Smiertelnosci

Zmiana dtugosci trwania ludzkiego zycia w bezposredni sposob oddziatuje na kalkulacje
sktadek ubezpieczeniowych, bowiem wymagaja one odpowiedniej prognozy smiertelno-
sci, bioragcej pod uwage jej ciggta dynamike. Aktuariusze staja wiec przed wyzwaniem
tworzenia tak zwanych dynamicznych tablic trwania Zycia, ktére oprocz obserwacji
przesztych zmian, uwzgledniaja prognozy trendéw zwigzanych ze $miertelnoscia. Po-
wstato wiele modeli probujacych przewidywaé te zmiany. Jednym z podstawowych
jest zaproponowany w 1992 roku model Lee-Cartera, ktoremu poswigcony jest ten roz-
dzial. Przyjrzymy sie zatozeniom tego modelu, estymacji jego parametréw i sprobujemy
zaaplikowaé go do odpowiednich danych.

1.1 Podstawowe pojecia matematyki ubezpieczenio-
wej

W celu petlnego zrozumienia dziatania modelu i zmian przez niego prognozowanych
konieczne jest wprowadzenie kilku przydatnych poje¢ stosowanych w matematyce ubez-
pieczeniowej.

Rozpocznijmy od tego, ze osobe w wieku x nazywaé¢ bedziemy z-latkiem. Z kazdym
x-latkiem stowarzyszone sa charakterystyki opisujace jego przyszty czas zycia.

Definicja 1.1 (Przyszly czas zycia)

Przyszty czas zycia z-latka oznaczany przez T, definiujemy jako zmienng losowsq
opisujaca czas, ktory pozostat osobie w wieku x do momentu $mierci. Rozktad zmienne;j
T, wyznaczony jest za pomoca dystrybuanty F,(s) lub gestosci f,(s). Natomiast przyszty
czas zycia z-latka oznaczany przez T, (t) definiujemy jako zmienna losowa opisujaca czas,
ktoéry pozostatl osobie w wieku z do momentu $mierci, ustalony w roku kalendarzowym
t.

Naturalnie T}, przyjmuje wartosci nieujemne. Jednym z aspektoéw, ktore chceieliby$Smy
rozwazad jest rozstrzygniecie szansy na przezycie, opisywane przez funkcje przezycia.

Definicja 1.2 (Funkcja przezycia)
Funkcje przezycia S(t) : [0,00) — [0, 1] definiujemy jako

S(t) = P(Ty > t).

Do oceny szans przezycia danego x-latka oprocz wspomnianej funkcji przezycia, mozemy
roOwniez wyznaczy¢ prawdopodobienstwa przezycia.



ROZDZIAYL 1. Matematyczny opis $miertelnosci 1.1. Podstawowe pojecia matematyki ubezpieczeniowej

Definicja 1.3 (Prawdopodobienistwo przezycia)
Wartosé oznaczana przez ¢p,(t) rozumiemy jako prawdopodobienstwo przezycia przez
x-latka co najmniej s lat ustalone w roku kalendarzowym ¢ i definiujemy w ponizszy
sposob

sDz(t) = P[T,(t) > s].
Dla s = 1 stosujemy oznaczenie p,(t).

Zachowanie 4p,(t) mozemy dosé¢ intuicyjnie powigzaé z korespondujacymi zmianami
dtugosci trwania ludzkiego zycia. Naturalnie, gdy dlugosé ta ulega wydtuzeniu, to
wartosé¢ ¢p,(t) rosnie na przestrzeni lat kaledarzowych t dla ustalonego wieku x. Z
sytuacja odwrotng mamy do czynienia obserwujac zmiany wartosci prawdopodobienstwa
Smierci.

Definicja 1.4 (Prawdopodbienistwo $mierci)

Prawdopodobienstwo $mierci z-latka w ciggu s najblizszych lat ustalone w roku kalen-
darzowym t oznaczamy jako sq.(t) i definiujemy jako

s0x(t) = P[T5(t) < s].
Gdy s = 1 piszemy krotko ¢, ().

Jak to zostato wspomniane wyzej, w przypadku wydtuzania sie dtugosci trwania zycia
dla ustalonego wieku = wartosé ;q.(t) maleje na przestrzeni lat kalendarzowych t. Z
prawdopodobienstwem $mierci Scisle zwigzane jest pojecie natezenia smiertelnosci.

Definicja 1.5 (Natezenie $miertelno$ci)
Natezenie Smiertelnosci p,(t) rozumiane jako wielko$é¢ wyrazajaca $miertelnosé dla
ustalonego wieku x w danym roku kalendarzowym ¢ definiujemy jako:

o Ple< Tyt —z) ATt —2) >z

Y

gdzie Ty(t — x) oznacza dtugosé przyszlego czasu trwania zycia osoby urodzonej w roku
kalendarzowym ¢ — x.

Na ustalonym przedziale (z,x + 1) zwykle zamiast wartosci natezenia $miertelnosci
rozwaza¢ bedziemy warto$¢ wspoétezynnika zgonow dla wieku x.

Definicja 1.6 (Wspétczynnik zgonéw)
Wspotezynnik zgonow dla ustalonego wieku z oznaczamy przez m, i definiujemy jako:

_ fy S+ wpppadu _ S(x) = S(x +1)
; Jy S(x + u)du Jo S(x +u)du

W kontekscie dalszych rozwazan kluczowe jest wprowadzenie zatozenia méwiacego o tym,
ze wielko$é natezenia $miertelnosci jest stata na kazdym kwadracie (¢, t+1) x (x, x+1), ale
moze zmienia¢ przyjmowang wartos¢ zaleznie od rozpatrywanego kwadratu. Zatozenie
to skutkuje nastepujaca rownoscia:

fare (4 C) = pa(t),  gdzie 0 < (1, G < 1, (1.1)

na mocy, ktérej otrzymujemy rownos¢ natezenia smiertelnosci i wspoétczynnika zgonow
dla ustalonego x w roku kalendarzowym t:

6



1.1. Podstawowe pojecia matematyki ubezpieczeniowej ROZDZIAL 1. Matematyczny opis $miertelnosci

e (t) = my(t). (1.2)
[ustracja réwnosci (|1.1)) jest diagram Lexisa przedstawiony na wykresie . Na osi rzed-
nych zaznaczono zmiany wartosci wieku x, natomiast o$ odcietych podzielona zostata
ze wzgledu na wartosci roku kalendarzowego ¢. Jak juz wspominaliSmy na zaznaczonym
kwadracie wartos¢ natezenia Smiertelnosci jest stata.

.
-

f—x—1 r—x t r+1 Time

Wykres 1: Diagram Lexisa ilustrujacy rownos¢ (1.1)), zrodto [13].

Z réwnosci (1.1) wynika réwniez, iz dla catkowitego wieku z oraz roku kalendarzowego
t prawdziwa jest tozsamos¢:

palt) = exp ( - /01 fore(t + §)d§> — exp (— (). (1.3)

Na potrzeby analizy modelu Lee-Cartera, konieczne jest jeszcze zdefiniowanie dwoch
wielkosci, ktore okaza si¢ niezbedne podczas aplikacji modelu do rzeczywistych danych.
Pierwsza z nich jest exposure-to-risk.

Definicja 1.7 (Exposure-to-risk)

Exposure-to-risk dla wieku x w roku kalendarzowym ¢ definiujemy jako caltkowity czas
przezyty przez x-latkow w roku ¢ i oznaczamy przez ETR,;. Jezeli przez 7; oznaczymy
czes¢ roku t przezyta przez i-ta osobe, to w rezultacie otrzymamy

th
> 7= ETRy,
i=1
gdzie L, jest liczba x-latkéw na poczatku roku kalendarzowego ¢.
Drugg wielkoscia, ktorej potrzebujemy jest wartosé opisujaca liczbe zgonow.

Definicja 1.8 (D)
D, definiujemy jako liczbe z-latkéw zmartych w roku kalendarzowym ¢.
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Stosujac wprowadzone wyzej oznaczenia, z kazda z L,; 0s6b mozemy utozsami¢ zmienna
losowa 0; zdefiniowang jako:

5 — 1 gdy ¢ — ta osoba umiera w wieku x
1 0 w przeciwnym przypadku

gdzie 1 = 1,2, ..., L. W konsekwencji zachodzi réwnos¢

th

Z (51 — D:pt-
=1

Ostatnim wskaznikiem charakteryzujacym diugosé trwania ludzkiego zycia, ktéremu
chcielibySmy sie przyjrzeé jest $rednia przyszlego czasu zZycia.

Definicja 1.9 (Srednia przyszlego czasu zycia)
Srednia (wartoscia oczekiwana) przyszlego czasu zycia, oznaczang przez €,, nazywamy
wielkos¢ definiowana jako

b =EL] = [T tft)dt= [ it

Po zapoznaniu si¢ z elementarnymi pojeciami matematyki ubezpieczeniowej, ktére wyko-
rzystywacé bedziemy w dalszych rozwazaniach, przejdziemy teraz do proby efektywnego
opisania zmian $miertelnosci, przedstawionej przez model Lee-Cartera.

1.2 Zalozenia modelu i estymacja parametréow

W celu mozliwie najlepszego dopasowania sie do rozwazanego problemu, badane przez
nas natezenie $miertelnosci powinno by¢ analizowane jako funkcja dwoch zmiennych:
wieku x oraz roku kalendarzowego t. Pozwala to na obserwacje zmian trendu $miertel-
nosci dla konkretnych z-latkow na przestrzeni kolejnych lat. Co wiecej, dynamiczna
prognoza $miertelnosci powinna bra¢ pod uwage jej stochastyczne wlasnosci. Model
winien by¢ budowany w oparciu o dwa kluczowe zatozenia [13], méwiace o tym, ze:

e Obserwowane wartosci wskaznika $miertelnosci sg realizacja zmiennych losowych
reprezentujacych przeszta $miertelnosc.

e Przewidywane wartosci wskaznika $miertelnosci sg estymatorami parametrow
zmiennych losowych reprezentujacych przyszta Smiertelnosé.

Wykorzystywany do prognozowania smiertelno$ci model Lee-Cartera, zgodny z opisang
wyzej konwencja, objasnia logarytm natezenia Smiertelnosci. Zaktada, ze przyjmuje on
nastepujaca postac:

log 1a(1) = iz + Bt + (), (14)

gdzie:
e 1i,(t) to obserwowane natezenie Smiertelnosci dla x-latka w roku t;

e «, estymowane jako $rednie wartosci log i, () na przestrzeni rozpatrywanych lat,
exp (a,) nakresla ksztalt krzywej natezenia Smiertelnosei;



1.2. Zalozenia modelu i estymacja parametréw ROZDZIAL 1. Matematyczny opis $Smiertelnosci

e 3, odpowiada za trend zmian natezenia $miertelnosci dla konkretnego wieku z;
e r; okresla zmiany poziomoéw natezenia Smiertelnosci w czasie;

e ¢,(t) to niezalezne btedy losowe pochodzace z rozkladu normalnego o $redniej 0 i

wariancji o2, utozsamiane z wplywem historycznym dla danego wieku.

W celu jednoznacznej identyfikacji modelu przyjmuje sie dwa dodatkowe zatozenia:

T tn
> B.=1 oraz Y rk =0. (1.5)
=T t=t1

Warto zauwazy¢, ze model L-C nie jest klasycznym modelem regresji, gdyz po prawej
stronie réwnania nie wystepuja zmienne objasniajace [9]. Nie dysponujemy obserwo-
wanymi wartosciami o, 3, k¢. S8 to parametry, ktore nalezy estymowa¢. W tym celu
wykorzystamy metode najwigkszej wiarogodnosci.

Na mocy réwnosci wiemy, ze log u1,(t) jako suma sktadnika deterministycznego
(v + Brekt) 1 losowego €,(t) jest zmienna losowa pochodzaca z rozktadu normalnego
o $redniej (a, + (,k¢) 1 wariancji 0. Zgodnie z zalozeniem rozwazaé bedziemy
log m,(t). Préba, ktéra dysponujemy, sktada sie z realizacji omawianej zmiennej losowej,
bedacych postaci

log m,(t),

gdzie x = x1,x9, ..., T, 1t = t1, 1o, ..., t,. Wtedy funkcja wiarogodnoéci bedaca iloczynem
gestosci catej proby wyraza si¢ nastepujacym wzorem

logm,(t) — (ay o ?
exp(_( gma(t) — (o + 3 >))'

Tm
xlll tl_tll 2no 202

W celu utatwienia rachunkow, wygodnie jest rozwazaé¢ logarytm powyzszej funkcji.
Uzyskujemy wtedy

I(z,t) = log L(z,t) = m - nlogV2ro — — zii Z (logmx — (ay +ﬁmmt))2.

r=x1 t=t1

Metoda najwiekszej wiarogodnosci opiera sie na maksymalizacji funkcji wiarogodnodci,
réwnowaznie na maksymalizacji logarytmu tej funkcji. Poniewaz o2 przyjmuje wartoéci
nieujemne, zatem maksymalizacja logarytmu funkcji wiarogodnosci sprowadza sie do
minimalizacji naste¢pujacego wyrazenia:

Tm

2
Ors(a Z Z (logmx — 0y — ﬁxm) . (1.6)
Tr=x1 t=t1
Przyréwnanie pochodnej prawej strony rownania (|1.6)) skutkuje nastepujaca zaleznoscia:
Zlogmm (tp —t1 + )ax+ﬁx21<t
t=t1 t=t1
Majac na uwadze zatozenie (|1.5)) uzyskujemy estymacje parametru a:

0’4;: log my(t 1.7
t1+1t§;1 & (17)
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Autorzy modelu [9] proponuja by estymatory B;, Ry uzyskiwac z wykorzystaniem rozkta-
du wedtug wartosci osobliwych (SV D) macierzy Z = log M — a, gdzie & wyznaczone
jest zgodnie z ((1.7]), a macierz M jest postaci:

My, (t1)  mg, (t2) ... my (t,)
V- mm‘(tl) mm'(tl) cee Mg, (th)
My, (t1) my, (t2) ... mg, (t,)

Wtedy otrzymane wektory estymatoréow B oraz k dane sg wzorami:

Tm—21+1

B = # oraz K = \/)\T< Z vlj>u1, (1.8)
DDV i=1

gdzie vy jest wektorem wlasnym zwigzanym z najwicksza wartoscig wlasng macierzy

77T, a u; jest analogicznym wektorem dla macierzy Z1Z. Szczegbélowy opis aplikacji

powyzszej metody prowadzacy do uzyskania estymatorow parametréw modelu znaj-

dziemy w zataczniku A pracy [9].

Zwroémy uwage, ze dla ustalonego x wartosci «, oraz 3, sg state, zmienia sie natomiast
parametr k;, ktorego wartos¢ zalezy od rozpatrywanego roku kalendarzowego t. W
prognozie przysztych wartosci natezenia Smiertelnosci kluczowa role odgrywa zatem
estymacja parametru x;. Model L-C zaklada, iz na potrzeby prognozowania zachowania
tego parametru przyjmujemy, ze wielkosci k; sg realizacja szeregu czasowego bedacego
procesem ARIMA (p,d,q) z odpowiednio wyznaczonymi parametrami [9].

Zanim jednak skupimy sie na dopasowaniu szeregu czasowego do otrzymanych wartosci
ki, sprobujemy nieco poprawi¢ dotychczasowe wyniki, by mozliwie najlepiej dopaso-
waé sie do rzeczywistych danych. Uzyskane wielkosci k; reestymujemy tak, aby dla
ustalonego t estymator k; byt rozwigzaniem réwnania

S Dy =Y ETR,exp(@; + 3.0) (1.9)

w (, gdzie a, oraz ﬁAx sa uprzednio uzyskanymi estymatorami, a D,; i ETR,; sa
rzeczywistymi wartosciami obserwowanymi dla danej populacji. Ponowna estymacja
k¢ ma kilka zalet. Gtéwng z nich jest unikniecie rozbieznosci pomiedzy przewidywang
a faktyczna liczba zgonéw [5] wyrazona przez D,;. Z uwagi na fakt, ze nie istnieje
rozwiazanie rownania (|1.9)) zadane jawnym wzorem, pociaga to za sobg koniecznosé¢
numerycznego wyznaczenia rozwigzania tego rownania, z wykorzystaniem na przyktad
metody Newtona-Raphsona.

1.3 HMD - Human Mortality Database

Dane niezbedne do analiz przeprowadzonych na potrzeby niniejszej pracy i w niej
przedstawionych pozyskane zostalty z bazy HMD (Human mortality database) [8]. To
rzetelne zrédto danych statystycznych dotyczacych smiertelnosci, dostarcza informacji
zwigzanych z populacjami 41 krajow. Wykorzystane w pracy dane dotyczyty m.in.: liczby
zgonow, exposure-to-risk, wskaznika umieralnosci. Wybor analizowanych populacji miat
na celu poréwnanie zachowania natezenia Smiertelnosci w réznych czesciach swiata.

10
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1.4 Aplikacja modelu do danych

Przedstawiong teorie dotyczacag modelu Lee-Cartera oraz estymacji parametréw modelu
zaaplikujemy teraz do rzeczywistych danych. Przeanalizujemy zachowanie estymatorow
Qy, B, oraz k; uzyskanych na podstawie wspdtczynnika zgondéw obserwowanego wr:
Polsce, Stanach Zjednoczonych, Belgii, Japonii, Australii oraz Chile.

Ze wzgledu na roznag dostepnos¢ danych, kazde z analizowanych panstw wymaga
indywidualnego doboru rozpatrywanego okresu kalendarzowego oraz wieku. Analizy
przeprowadzimy bez podziatu ze wzgledu na pte¢. W tym miejscu nasuwa si¢ jednak
kluczowe pytanie dotyczace wyboru rozwazanych lat kalendarzowych i wieku, miano-
wicie: Jak dokonac¢ wyboru danych by byt on optymalny dla rozwazanego problemu?
Jak juz wspomnieliSmy wyboér ten bedzie dokonywany odrebnie dla kazdego z panstw.
Naturalnym ograniczeniem jest dostepno$¢ danych. Nie jest ona taka sama dla kazdego
kraju, co mocno zaweza nasze analizy. W praktyce chcielibySmy modelowaé¢ przyszte
zmiany estymatora k;, zatem z jednej strony dobrze bytoby dysponowaé obserwacjami
z mozliwie najszerszego przedziatu czasowego, by jak najlepiej oddaé¢ charakter tych
zmian. 7 drugiej zas, majac na uwadze tempo postepu, ktory dokonuje sie codziennie
na naszych oczach zbyt duzy krok wtecz w pewnym stopniu zaglusza obecna dynamike.
Poza tym wybor lat kalendarzowych musi wspotgraé z wyborem analizowanego wieku .
Gdy nasze analizy ograniczymy do x € {0,1,2,...,100}, to z pewnoscia zbiér obserwacji
dostepnych dla takich wymagan jest wigkszy, niz gdy rozwazamy = € {0,1,2,...,110}.
Mamy wiecej obserwacji, ale cena, ktéra za to ptacimy to state ograniczenie sie do
maksymalnego wieku x = 100 skutkujace tym, ze nie dopuszczamy efektu wydtuzenia
sie dtugosci trwania ludzkiego zycia, na ktérym nam zalezy. Kolejny aspekt, ktory
nalezy uwzgledni¢ przy doborze lat kalendarzowych, to eliminacja wydarzen, ktore
mogtyby przesadzi¢ o skrajnym zachowaniu Smiertelnosci, jak na przyktad pandemie.

Powyzsze rozwazania wskazuja na to, ze wybor, ktérego dokonamy nigdy nie bedzie
optymalny. Mozemy jedynie mniej lub bardziej zaufa¢ swoim intuicjom i eksperymen-
towa¢ z réznymi doborami wieku i lat kalendarzowych. Czasem roznice nie sa zbyt
duze, czasem maja one jednak zauwazalny wptyw. Nie zawsze rowniez uda nam sie
uchwyci¢ zachowanie, ktorego sie spodziewamy. Do tego wszystkiego dochodzg takze
bledy obliczeniowe, ktore w pewnym stopniu moga zaburzy¢ nasze analizy.

Majac na uwadze wszystkie problemy, z ktéorymi moze przyj$¢ nam sie zmierzyc,

sprobujmy zaaplikowa¢ model Lee-Cartera do rzeczywistych danych na podstawie
wyboréw przedstawionych w tabeli [1}
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ROZDZIAL 1. Matematyczny opis $miertelnosci 1.4. Aplikacja modelu do danych

r1T Tm U tn
Polska 0 104 1980 2018
Stany Zjednoczone 0 110 1955 2019
Belgia 0 103 1970 2018
Japonia 0 104 1965 2019
Australia 0 104 1970 2018
Chile 0 107 1992 2017

Tabela 1: Wybdr optymalnych lat kalendarzowych i wieku dla poszczegdlnych panstw.

Spojrzmy najpierw, jak prezentuja sie wartosci estymatora &, dla kazdej z analizowa-
nych populacji. Zostaly one przedstawione na wykresie [2|

Obserwujemy, iz niezaleznie od rozwazanej populacji parametr &, zachowuje sie w po-
dobny sposob. Najpierw jego wartos¢ gwaltownie maleje, nastepnie stosunkowo szybko
ros$nie. Poczawszy od wieku x o wartosci okoto 25 zmiany estymatora a, maja charak-
ter eksponencjalny. Wartosci przyjmowane przez o, sg poréwnywalne dla kazdego z
analizowanych panstw.

Zobaczmy, jak przedstawiaja sie zmiany wartosci estymatora @, ktore widoczne sg na
wykresie [3]

Zachowanie B; jest bardziej zroznicowane niz zachowanie a,. Mozemy zauwazy¢, ze wy-
kres uzyskany dla Stanéw Zjednoczonych jest gtadki, co prawdopodobnie zwigzane jest
z faktem, iz dla tego panstwa dysponowalismy najwiekszg liczbg obserwacji. Pozostate
wykresy sg nieco bardziej nieregularne, co moze by¢ spowodowane btedami obliczenio-
wymi. Dostrzec mozemy pewne podobienstwa pomigdzy konkretnymi panstwami. Na
przyktad ksztalt zmian estymatora (3, uzyskany w oparciu o dane dotyczace Stanéow
Zjednoczonych jest zblizony do rezultatu, ktory otrzymaliSmy dla danych dotyczacych
Australii. Podobnie dla wykresow prezentujacych zmiany [, dla Polski, Japonii i Belgii,
krzywe majg podobny ksztalt, jednakze zauwazamy rozbieznosci w wartosciach (.

Zweryfikujmy jeszcze zachowanie estymatora r;, ktore przedstawia wykres [l

Widzimy, ze zmiany wartosci k; maja charakter liniowy dla: Belgii, Japonii i Austra-
lii. Dla Polski obserwujemy, ze zachowanie k; zmienia sie do$¢ dynamicznie dla lat
1980—1991, a po roku 1991 wartosé¢ ta maleje, jak dla wspomnianych wczesniej populacji.
Wartosci k; w przypadku Stanéw Zjednoczonych rowniez maleja, tak jak i dla Chile,
jednakze w tym ostatnim przypadku obserwujemy pewne zaburzenia widoczne w latach
2006 — 2010.

Wyestymowane wartosci oy, B; przydadza si¢ nam do odtworzenia wielkosci log my(t)
dla prognoz, ktorych dokonamy w dalszej czesci pracy. Na ten moment powyzsze analizy
zwigzane z tymi dwoma parametrami w zupetnosci nam wystarcza. To, na czym teraz
skupimy naszg uwage, to badanie wtasnosci estymatora k;, ktory odgrywa kluczowsq
role w prognozie przyszlej Smiertelnosci.
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1.4. Aplikacja modelu do danych

ROZDZIAL 1. Matematyczny opis $Smiertelnosci

Estymator: o

Polska
25-
B
¢ 5.0-
75-
0 25 50
wiek
Estymator: o
Belgia
25-
(8 50-
7.5-
0 25 50
wiek
Estymator: o
Australia
25-
(% 50-
75-
0 25 50
wiek

100

100

100

Estymator: o

Stany Zjednoczone
-2 -
A=
{©
H-
8-
0 30 B0 a0
wiek
Estymator: o
Japonia
25-
(% 50-
_?.n-'.—
0 25 50 75 100
wiek
Estymator: o
Chile
-25-
(s -5.0-
_?.n-'.—
0 30 60 a0
wiek

Wykres 2: Wartosci estymatora a, uzyskane dla poszczegdlnych panstw.
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ROZDZIAL 1. Matematyczny opis $miertelnosci

1.4. Aplikacja modelu do danych

Estymator: E

Polska
0.03-
0.02-
fq:=%
0.01-
0.00-
0 25 50
wiek
e
Estymator: p
Belgia
0.020 -
0.015-
fq:=%
0.010-
0.005 -
0 25 50
wiek
e
Estymator: p
Australia
0.015-
0.010-
fq:=%
0.005 -
0.000 -
0 25 50
wiek

Wykres 3: Wartosci estymatora B; uzyskane dla poszczegélnych panstw.
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100

100

Estymator: E

Stany Zjednoczone
0.02-
0.01-
fq:=%
0.00-
-0.01-
-0.02- 1 1
0 30 60
wiek
e
Estymator: p
Japonia
0.015-
(e 0010°
0.005 -
0.000- : :
0 25 50
wiek
Bt
Estymator: p
Chile
0.03-
0.02-
0.01-
fq:=%
0.00-
-0.01-
-0.02- 1 1
0 30 60
wiek

TE

a0

a0
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ROZDZIAL 1. Matematyczny opis $Smiertelnosci

1.4. Aplikacja modelu do danych

Estymator: x

Estymator: x
Stany Zjednoczone

Polska
20-
20-
D_
(¥ e 0°
-20-
-20-
-4D-I 1 1 1 1 1 1 1
1980 1990 2000 2010 1960 1980 2000 2020
rok rok
Ea Ea
Estymator: « Estymator: «
Belgia Japonia
50- 80-
25- 40-
(W 0- L&
D_
-25 -
-40-
-ED-I 1 1 1 1 1 1 1 1
1970 1980 1990 2000 2010 2020 1980 2000 2020
rok rok
Ea Ea
Estymator: « Estymator: «
Australia Chile
60 -
20-
30-
10-
¥ - 2
ap- -10-
-60- | 1 1 | | 207 | |
1970 1980 1990 2000 2010 2020 2000 2010
rok rok

Wykres 4: Wartosci estymatora k; uzyskane dla poszczegdlnych panstw.
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Rozdziat 2
Parametr x; jako szereg czasowy

Zgodnie z zalozeniami modelu Lee-Cartera, ktore przedstawione zostaly w poprzednim
rozdziale, do modelowania zachowania parametru x; na przestrzeni lat kalendarzowych
t wykorzystamy analize szeregéw czasowych. W tym rozdziale zapoznamy sie z podsta-
wowymi pojeciami, ktére pozwolg nam dopasowaé proces adekwatny do rozwazanych
danych. Przyjrzymy sie procedurze doboru modelu i zaaplikujemy go do analizowa-
nych populacji. W tym celu konieczne bedzie zapoznanie sie z metodami identyfikacji
procesu oraz przedstawienie modelu ARMA (p,q), ktéry pozwoli nam zrozumie¢ proces
ARIMA (p,d,q). Skupimy sie rowniez na prognozie przysztych wartosci k; w oparciu o
uzyskane estymatory k;, dzieki ktorej bedziemy mogli opisa¢ zmiany Smiertelnosci w
perspektywie najblizszych lat.

2.1 Szeregi czasowe - wprowadzenie

Jak zostato to zaproponowane przez autoréw modelu L-C, prognoza wartosci k; zaktada,
ze obserwowane wartosci tego estymatora sa realizacja szeregu czasowego.

Jako szereg czasowy rozumiemy zestaw obserwacji x1, s, ..., ¥, dokonywanych w row-
nych odstepach czasu. Formalnie definiujemy go w ponizszy sposob.

Definicja 2.1 (Szereg czasowy)

Szeregiem czasowym nazywamy proces stochastyczny, ktérym jest rodzina zmiennych
losowych jednowymiarowych lub wielowymiarowych, okreslonych na tej samej przestrze-
ni probabilistycznej, indeksowanych parametrem czasowym t, ktéry przebiega pewien
zbior T, T C R. Stosujemy oznaczenie {X; : t € T'} lub krétko {X;}.

Naszym rozwazaniom poddamy analize zachowania estymatora k;, ktérego wartosé
zmienia sie w zaleznosci od roku kalendarzowego t. Mamy zatem do czynienia z dys-
kretnym szeregiem czasowym, gdyz pomiaru wartosci dokonujemy co roku.

Jak przedstawiono na wykresie 4| wartos¢ estymatora k; stopniowo maleje na przestrzeni
lat. Ze wzgledu na fakt, iz dysponujemy jedng obserwacja dla kazdego roku kalendarzo-
wego, nie oczekujemy by warto$¢ k; ulegata sezonowym zmianom, co widoczne jest na
wspomnianym wykresie. Obserwujemy wiec liniowy trend (zwany dryfem), o charakte-
rze malejacym i brak widocznej sezonowosci zjawiska. Mozemy wiec przypuszczaé, iz
rozwazany przez nas model addytywny pozbawiony jest funkcji sezonowej i dany jest
wzorem:
Xi=mp+e, tel,
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2.1. Szeregi czasowe - wprowadzenie ROZDZIAL 2. Parametr k: jako szereg czasowy

gdzie:

e m; to deterministyczna funkcja czasu, ktora opisuje trend zjawiska, tzw. funkcja
trendu,

e {e;} jest procesem stacjonarnym, opisujacym losowe odchylenia zjawiska od
sktadowych trendu i sezonowosci, tzw. fluktuacja losowa.

Zanim jednak dopasujemy odpowiedni model zapoznamy sie z charakterystykami, kto-
re pomogg nam opisaé¢ jego nature. Jedna z kluczowych kwestii jest rozstrzygniecie
zaleznosci wystepujacych pomiedzy obserwowanymi wartosciami. Do zbadania wpty-
wu poprzednich obserwacji na te uzyskiwane obecnie oraz zaleznosci pomiedzy nimi
wystepujacych postuzymy sie funkcjami autokowariancji i aukorelacji.

Definicja 2.2 (Funkcja autokowariancji)
Funkcje autokowariancji dla procesu stochastycznego {X; : t € Z} definiujemy jako

v(r,s) = Cov(X,, X,) = E(X, — EX,)(X, — EX,).

Zdefiniowana wyzej funkcja autokowariancji scisle zwigzana jest ze stacjonarnoscia
szeregu €zasowego.

Definicja 2.3 (Stacjonarnosé)
Szereg czasowy {X,} jest stacjonarny w szerszym sensie (stacjonarny), jesli:

e EX? < oo dla wszystkich t € Z,
o EX; = i dla wszystkich t € Z, p = const,

o y(r+t,s+t)=~(r—s) dla wszystkich r,;s,t € Z, gdzie y(r,s) jest funkcja
autokowariancji procesu stacjonarnego.

Przyjmujemy wtedy definicje:
v(h) =~(0,h), dlah e Z.

Funkcje v(h), h € Z nazywamy funkcja autokowariancji procesu stacjonarnego { X},
gdzie y(h) = Cov (X}, Xi4s) dla kazdego t € T

Przyktadem procesu stacjonarnego w szerszym sensie jest proces biatego szumu, ktory
stanowi elementarng cegietke do budowy proceséw stacjonarnych w szerszym sensie
oraz procesOw niestacjonarnych. Zostanie on przez nas wykorzystany w dalszej czesci
do modelowania zachowania estymatora x;.

Definicja 2.4 (Bialy szum)

Ciag {Z; : t € Z} nieskorelowanych zmiennych losowych o tej samej wartosci oczeki-
wanej 1 = EZ; i tej samej wariancji 02 = E(Z; — EZ;)? jest procesem stacjonarnym w
szerszym sensie, nazywanym biatym szumem i oznaczanym przez {Z;} ~ N(u,o?).

Zauwazmy, ze szeregi przedstawione na wykresie 4| nie sg szeregami stacjonarnymi ze
wzgledu na obserwowany w kazdym przypadku trend. Aby uzyskaé szereg stacjonarny
skupimy si¢ zatem na usunieciu trendu. W tym celu stosowa¢ bedziemy operator
roznicowania.
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ROZDZIAYL 2. Parametr x+ jako szereg czasowy 2.1. Szeregi czasowe - wprowadzenie

Definicja 2.5 (Operatory cofniecia i réznicowania)
Operatory cofniecia B i réznicowania V dzialajace na {z;} definiujemy jako

Bxy=x;_1 oraz Vx;=u1z — x4_1.

W naszych analizach skupimy sie jeszcze na badaniu stopnia zaleznosci pomiedzy
elementami stacjonarnego szeregu czasowego. Postuzy nam do tego wspominana juz
funkcja autokorelacji.

Definicja 2.6 (Funkcja autokorelacji stacjonarnego szeregu czasowego)
Dla procesu { X;} stacjonarnego w szerszym sensie funkcje autokorelacji p(h) definiujemy

jako

(h)

p(h) = , heZ.

7(0)
Zanim przejdziemy do modelowania zachowania estymatora k; sprobujemy znalezé
strukture stochastyczng procesu opisujacego badane przez nas zjawisko. Estymacje
procesu oprzemy na estymacji charakterystyk tego procesu w oparciu o charakterystyki
probkowe realizacji x1, xo, ..., z,, pochodzace z procesu. Charakterystykami tymi sa:
srednia probkowa, kowariancja probkowa i korelacja probkowa.

Definicja 2.7 (Srednia prébkowa)
Srednia probkowa T = % iz @; realizacji @1, g, ..., Ty, ze stacjonarnego szeregu czaso-
wego {X;} jest realizacja statystyki X zdefiniowanej przez
_ n
j=1
Statystyka ta jest estymatorem nieobciazonym Sredniej p, stacjonarnego szeregu cza-

sowego {X;}. Do estymacji funkcji autokowariancji procesu stacjonarnego korzystaé
bedziemy z estymatora J(h).

Definicja 2.8 (Autokowariancja prébkowa, autkorelacja prébkowa)
Kowariancje probkows realizacji x1, zo, ..., T, oznaczana przez J(h) rozumiemy jako:

1 n—h
> (zi—T)(wisn—7) dla0<h<n

=1

S(h) = =
(k) =~
oraz
F(h) =7(=h) dla —n < h<0.

Korelacje prébkowa realizacji x1, s, ..., ¢, oznaczana przez p(h) definiujemy jako:

_ 7(h)

p(h) = —=, dlalh| <n.

7(0)

Funkcja autokorelacji odgrywa wazng role przy wyborze modelu. Moze by¢ ona uzyta
jako wskaznik niestacjonarnosci i okresowosci szeregu czasowego. Analiza zachowania

tej funkcji dostarcza przydatnych informacji. Na przyktad, powolny spadek funkcji
autokorelacji obserwowany wraz ze wzrostem op6znienia h wskazuje na istnienie trendu.

Poza opisanymi wyzej trzema charakterystykami probkowymi wazna role odgrywa
roOwniez analiza zachowania funkcji autokorelacji czgstkowej.
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2.2. Dopasowanie ROZDZIAL 2. Parametr k+ jako szereg czasowy

Definicja 2.9 (Funkcja autokorelacji czastkowej)
Funkcja a(h) jest autokorelacja czastkowa dla stacjonarnego procesu {X;}, jesli

a(O) = 1, Oé(h) = Qbh,h; h > 1,
gdzie ¢ = (dn1, Pn2, -, dnn)’ spelnia rownanie:
P(Xp1| X, Xn-1, ... X1) = ¢n1Xn + o Xn1 + .. + 0nnXa

bedace prognoza liniowa procesu {X;}.

Przedstawione w tym podrozdziale elementy teorii szeregéw czasowych stanowia podsta-
wy, ktore wykorzystywaé bedziemy przy dopasowaniu procesu najlepiej modelujacego
badane przez nas zachowanie estymatora k.

2.2 Dopasowanie

Dysponujac elementarnymi pojeciami dotyczacymi charakteryzacji szeregéw czasowych,
sprobujemy teraz dopasowaé¢ odpowiedni proces, ktory najlepiej opisuje zachowanie
estymatora k;. Zgodnie z zalozeniami modelu Lee-Cartera pod rozwage wezmiemy
proces ARIMA (p,d,q), ktéry oparty jest na procesie ARMA (p,q).

Definicja 2.10 (Proces ARMA (p,q))

Proces {X;} jest procesem autoregresji rzedu p i §redniej ruchomej rzedu ¢, ze $rednig
0 oznaczanym jako ARMA (p,q), jezeli jest stacjonarnym i wynikowym rozwigzaniem
rOwnania

X — leXt—l — .. ¢pXt—p =7+ 91Zt_1 + ...+ Hth—qy te Z,
gdzie {Z;} ~ WN(0,0%), ¢; € R, 0; € R oraz wielomiany autoregresji i $redniej ruchome;
d(s)=1—1s— ... —Pps”, O(s) =1+01s+ ...+ 0,5

nie maja wspolnych pierwiastkow. Przez wynikowosé procesu {X;} wzgledem biatego
szumu {Z,; } rozumiemy fakt, iz X; jest zmienna losowa skorelowang tylko z przesztoscia
biatego szumu.

Wykorzystywany przez nas proces ARIMA(p,d,q) jest pewnym uogdlnieniem zdefi-
niowanego powyzej procesu ARMA (p,q). Dodatkowy parametr d niesie informacje
dotyczaca réznicowania wyjsciowego szeregu. Zatem proces ARMA (p,q) jest procesem

ARIMA (p,0,q).

Definicja 2.11 (Proces ARIMA (p,d,q))
Proces {X;} jest procesem ARIMA(p,d,q), p,d,q € Z,, jezeli proces VX, bedacy
d—krotnym zréznicowaniem procesu {X;} jest procesem ARMA(p, q).

Zanim przejdziemy do doboru procesu do rzeczywistych danych wprowadzmy jeszcze
jedng definicje zwigzang z pozadanymi cechami naszego procesu. Oprocz wlasnosci
stacjonarnosci i wynikowosci, o ktérych juz wspominaliSmy, chcieliby$my réwniez, aby
dopasowany proces byl odwracalny.
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ROZDZIAYL 2. Parametr x+ jako szereg czasowy 2.2. Dopasowanie

Definicja 2.12 (Odwracalnosé)
Proces {X;} nazywamy odwracalnym wzgledem biatego szumu {Z,;}, jezeli {Z;} mozna
przedstawi¢ jako liniowa funkcje procesu { X, s < t}.

Doboru odpowiedniego modelu dla szesciu rozpatrywanych panstw dokonamy wyko-
rzystujac metodologie Boxa-Jenkinsa, zgodnie z ktora w naszej analizie wyrdézniamy
nastepujace etapy:

1. Identyfikacja - weryfikacja stacjonarnosci procesu, analiza wykresu wyjsciowych
danych, obserwacja wykresow autokorelacji i autokorelacji czastkowej w celu
dopasowania procesu adekwatnego do badanego zjawiska.

2. Estymacja - estymacja parametrow dobranego w poprzednim kroku modelu, po-
roOwnanie potencjalnych modeli pod wzgledem wybranego kyterium, np. kryterium
AIC (Akaike Information Criterion).

3. Statystyczna ocena modelu - diagnostyka residuéw - testy niezaleznodci i
normalnodci, weryfikacja spelnienia wymogéw stacjonarnosci i odwracalnosci.

Opisang powyzej procedure zastosujemy dla: Polski, Stanéow Zjednoczonych, Belgii,
Japonii, Australii oraz Chile. W gtéwnej czesci pracy zostanie ona doktadnie opisana
na podstawie danych dotyczacych Polski. Realizacja tego rozumowania dla pozostatych
panstw przedstawiona zostala w zataczniku A niniejszej pracy.

2.2.1 Polska

Dla danych dotyczacych Polski dysponujemy wartosciami estymatora k; uzyskanymi w
oparciu o lata kalendarzowe t € {1980, 1981, ..., 2018} i wiek = € {0, 1,2, ...,104}. Do
modelowania zachowania k; wykorzystamy caty zbiér obserwacji.

Etap dopasowania modelu rozpocznijmy od analizy wykreséw: wartosci estymatora ky,
autokorelacji oraz czastkowej autokorelacji.

Polska

20-

1980 1990 2000 2010

05- 05-
[/
g ol ‘H ---------------- : IHEENN NN
<« ‘ o
| | 0.0

12 3 4 5 & 7 8 3 40 41 12 1 1 2 3 4 5 & 7 8 9 10 41 12 1
Lag Lag
Wykres 5: Wartosci estymatora &y (gorny panel), wykres autokorelacji (lewy dolny

panel) oraz wykres autokorelacji czastkowej (prawy dolny panel), na podstawie danych:
Polska 1980-2018.
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2.2. Dopasowanie ROZDZIAL 2. Parametr k+ jako szereg czasowy

Na wykresie wartosci k; (gorny panel wykresu [5)) zauwazamy, ze do roku 1991 wartosci
parametru oscylowaty wokot ustalonego poziomu, natomiast poczawszy od roku 1991
wraz ze wzrostem roku kalendarzowego, warto$é¢ k; maleje. Obserwujemy, omawiany
juz wezesniej, liniowy trend malejacy (dryf). Nasz szereg nie jest wiec stacjonarny.
Potwierdzenie tego spostrzezenia widoczne jest na wykresie funkcji autokorelacji, ktora
maleje powoli ze wzrostem opodznienia h, co $§wiadczy o istnieniu trendu. Spoéjrzmy, jak
zachowa sie nasz szereg po zroéznicowaniu.

Polska d=1

12 3 4 s éL;gé 8 0 1 12 1 12 3 4 s a‘Ligé 8 0 1 o2 1
Wykres 6: Wartosci estymatora k; po zréznicowaniu (gorny panel), wykres
autokorelacji (lewy dolny panel) oraz wykres autokorelacji czastkowej (prawy dolny
panel) na podstawie danych: Polska 1980-2018.

Mozemy zauwazy¢, ze dla danych po jednokrotnym zastosowaniu operatora réznicowa-
nia otrzymujemy szereg, ktéry jest stacjonarny, stad nie ma koniecznosci ponownego
roznicowania i mozemy przyjac, iz parametr d jest réwny 1. Uzyskana stacjonarnosé
widoczna jest rOwniez na wykresie autokorelacji, ktora szybko maleje. Zauwazamy
réwniez, ze warto$ci ACF i PACF znajduja sie w przedziale +1.96//n dla wszystkich
wartosci h, skad wnioskujemy, ze rzad autoregresji p = 0 oraz rzad Sredniej ruchome;j
g = 0. Potencjalnym modelem dopasowanym do danych jest wiec ARIMA(0,1,0). Prze-
analizujmy jeszcze, jak nasz model wypada pod wzgledem wartosci zmodyfikowanego
kryterium AIC-AICc na tle innych modeli. Kryterium AICc stanowi modyfikacje AIC
dostosowang do sytuacji, w ktorej probka jest mata.

AlICc
ARIMA (0,1,0) 192.3256
ARIMA (1,1,0) 194.6602
ARIMA (0,1,1) 194.6622

Tabela 2: Por6wnanie modeli ARIMA (p,d,q) pod wzgledem wartosci AICc.

Najlepszy, pod wzgledem kryterium AICc okazuje sie by¢ faktycznie model ARIMA(0,1,0),
gdyz to wtasnie on minimalizuje wartos¢ tego kryterium. Oznacza to, ze dla dalszych
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ROZDZIAYL 2. Parametr x+ jako szereg czasowy 2.2. Dopasowanie

analiz przyjmujemy wtasnie ten model. Zatem jedyny parametr, ktéry bedziemy esty-
mowa¢ to dryf. Wykorzystamy do tego metode najwiekszej wiarogodnosci. Zobaczmy,
jak wybrany przez nas proces dopasowuje si¢ do rzeczywistych danych.

Dopasowanie ARIMA(0,1,0)
Polska

0- series

Dane

Kt

m— odel

-40-

1980 1990 2000 2010
Time

Wykres 7: Por6wnanie dopasowania procesu ARIMA(0,1,0) do rzeczywistych wartosci,
na podstawie danych: Polska 1980-2018.

Mozemy zauwazy¢, ze dopasowanie to jest satysfakcjonujace, model poprawnie oddaje
ksztalt zmian wartodci estymatora k;. Obserwujemy jednak delikatne przesuniecie
wykreséw do roku 1991. Przyczyna takiego zachowania moga by¢ zaburzenia w warto-
sciach k;. Dla lat kalendarzowych 1980 — 1991 wartos¢ estymatora stosunkowo czesto
zmienia swoje zachowanie w poréwnaniu do zachowania obserwowanego po 1991 roku.
Mozna pokusi¢ si¢ o podzielenie procesu na dwie osobne czesci. Pierwszy proces mogtby
modelowaé zachowanie k; do 1991 roku, a drugi po tym czasie. Jednkaze naszym celem
jest proba prognozowania wartosci tego estymatora, stad dalsze rozwazania oprzemy o
dopasowanie procesu dla wszystkich danych. Zbadajmy jeszcze zachowanie residuéw
dla utworzonego modelu.
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2.2. Dopasowanie ROZDZIAL 2. Parametr k+ jako szereg czasowy

Residuals from ARIMA(0,1,0)

5.0

count

o B8

P e LT VN T O Y A W
5 0 5

Lég residuals

Wykres 8: Wtlasnosci residuéw dopasowanego modelu: wartosci residuéw (gérny panel),
funkcja autokorelacji (lewy dolny panel) oraz histogram wartosci resztowych (prawy
dolny panel), na podstawie danych: Polska 1980-2018.

Na wykresie zmian wartosci residuéw (gérny panel wykresu [8]) nie obserwujemy zadnych
prawidtowosdci, zachowanie przedstawione na wykresie ma charakter losowy. Funkcja
autokorelacji szybko maleje i przyjmuje wartosci nie wykraczajace poza +1.96/+/n.
Histogram z naniesiong krzywa gestosci rozktadu normalnego sugeruje, iz dane moga by¢
przyblizane tym rozktadem. Powyzsze wykresy wskazuja wiec na prawidtowe zachowanie
residudéw: stacjonarnosé, niezaleznos¢ oraz normalnosé. Dodatkowo sprawdzi¢ mozemy,
czy wartosci resztowe faktycznie sa realizacja biatego szumu (w szczegdlnosci, czy moga
uchodzi¢ za nieskorelowane), wykorzystujac w tym celu test Ljunga-Boxa. W tescie tym
zaktadamy, ze mamy do czynienia z procesm IID(u,0?). Testowaé bedziemy hipoteze:

Ho:p(1)=p(2)=..=p(h) =0 przeciwko H;:p(1) #0Vp(2) #0V..Vph)#0

Statystyka testowa jest postaci:

p° (k)

n —

o

T=n(n+2) zh:

W rozwazanym przez nas przypadku wartosé¢ statystyki testowej wynosi 3.7422. Jednak-
ze wnioskowanie oprzemy na uzyskanej p-wartosci, ktéra wyniosta 0.8089 i jest znaczaco
wigksza od przyjetego poziomu istotnosci a = 0.05. Oznacza to, ze nie mamy podstaw
do odrzucenia hipotezy zerowej. Wynika stad, ze residua w dopasowanym przez nas
modelu wykazuja poprawne wtasnosci i mozemy przejs¢ do dalszej weryfikacji.
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Sprawdzmy jeszcze odwracalnosé i stacjonarno$¢ odpowiadajacego procesu ARMA (p,q),
ktore ocenimy na podstawie potozenia pierwiastkow wielomianu autoregresji i Sredniej
ruchomej wzgledem okregu jednostkowego.

No AR or MA roots

0.0

Imaginary

-1.0 05 0.0 05 1.0
Real

Wykres 9: Pierwiastki wielomianéw charakterystycznych autoregresji i sredniej
ruchomej, na podstawie danych: Polska 1980-2018.

W naszym przypadku nie mamy zadnych pierwiastkow, gdyz wartosci rzedu autoregresji
i rzedu Sredniej ruchomej wynosza 0. Odpowiadajacy proces ARMA (p,q) jest zatem
stacjonarny i odwracalny.

2.2.2 Pozostale dopasowania

Tak, jak to zostalo wspomniane, szczegétowy opis dopasowania modelu do danych
dotyczacych: Standéw Zjednoczonych, Belgii, Japonii, Australii oraz Chile zamieszczony
zostal w zalaczniku A niniejszej pracy. W tym miejscu spojrzmy jednak na podsu-
mowanie realizacji procesu doboru modelu, analizujac optymalne modele wybrane dla
kazdego z panstw.

Optymalny proces

Polska ARIMA (0,1,0)
Stany Zjednoczone  ARIMA (0,1,0)
Belgia ARIMA (0,1,1)
Japonia ARIMA (0,2,2)
Australia ARIMA (0,1,1)
Chile ARIMA (0,1,2)

Tabela 3: Optymalny wybor procesow dla poszczegdlnych panstw.
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2.3. Prognozy ROZDZIAL 2. Parametr k: jako szereg czasowy

Czesto uwaza sie, ze proces ARIMA(0,1,0) jest najodpowiedniejszym procesem w
kontekscie modelowania zmian k;. Otrzymane powyzej wyniki sugeruja jednak, iz nie
zawsze jest to najlepsze rozwigzanie. W naszych analizach proces ten okazal si¢ by¢
najlepszym modelem w przypadku Polski i Stanow Zjednoczonych. Zgodnie z klasycznym
rozumowaniem, najmniej oczywisty wydaje si¢ by¢ proces wybrany dla Japonii, jednakze,
jak przedstawiono na wykresie bardzo dobrze oddaje on rzeczywiste zachowanie
badanego parametru.

2.3 Prognozy

Majac na uwadze dopasowania procesow, ktorych dokonaliémy w poprzedniej czesci,
przystapimy teraz do najwazniejszego etapu naszych analiz, czyli do prognozy war-
tosci estymatora k;. To wtasnie odpowiednie prognozy odgrywaja kluczowa role w
rozwazanym przez nas problemie, gdyz dostarczaja one informacji o przysztosci, ktéra
z pewnym zaufaniem do wyniku, chcielibyémy modelowac¢. Na ich podstawie moze-
my opisywaé potencjalne zachowania wskaznikow, takich jak: ¢p,(t), s¢.(t), natezenie
zgonow, wartos¢ oczekiwana przysztego czasu zycia dla danego z-latka czy odtwo-
rzy¢ wielkosé sktadki ubezpieczeniowej. Zanim jednak przystapimy do prognozowania
wartosci dla konkretnych danych, skupimy si¢ na teorii towarzyszacej temu zagadnieniu.

Prognoza wartosci X,,4p,h > 0 stacjonarnego procesu X, ze $rednig p i funkcja
autokowariancji v w oparciu o zestaw wartosci {X,,, X,,_1,.., X1} sprowadza sie do
znalezienia kombinacji liniowej 1, X,,, X,,_1, ..., X1 opisujacej X,, ., ktora minimalizuje
btad éredniokwadratowy [14].

Definicja 2.13 (Optymalna prognoza liniowa)
Optymalna prognoza liniowa X,,,, wzgledem 1, X,,, X,,_1, ..., X1 oznaczana przez
P(Xoinll, Xn, Xooq, ., X7) jest réwna

P(Xn+h‘17 Xna anla -"7X1> = ap + Z bn,anJrlfja

j=1

gdzie ag oraz b, ; spelniaja ponizszy warunek

E<Xn+h — ag — Z bn,an+1fj)2 = H})f E(Xn+h —a— Z ijn+17j)2-
@,05

J=1 J=1

Pognozy przeprowadzimy zgodnie ze szczegdtowym opisem tej procedury dla procesu
ARIMA (p,d,q) zawartym w pracach [3; [ [14]. Do estymacji parametréw wykorzystamy
Algorytm Innowacyjny, w ktérym prognoza w chwili nastepnej rozumiana jest jako
regresja na zaobserwowane w przesztosci btedy prognoz [14].

Jak juz to zostalo wspomniane, nasze analizy zmierzaja do badania zachowania wskaz-
nikow uzyskanych dla rozwazanych panstw z wykorzystaniem efektéw otrzymanych
prognoz. Stad nasza uwage skupimy bardziej na konsekwencjach wynikajacych z otrzy-
manych przewidywan niz na samym opisie prognozy, ktorego szczegoly znajdziemy w
dostepnej literaturze [3}; 4].
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Rozdzial 3
Co przyniesie przysztosé

Dysponujac prognozami estymatora r; dla kazdego z rozwazanych panstw, jesteSmy w
stanie poczyni¢ pewne wnioski dotyczace przyszlego zachowania wybranych wskazni-
kow charakteryzujacych diugos¢ zycia. Przede wszystkim, w oparciu o prognozowane
wartosci k;, mozemy rozszerzy¢ macierz log M o dodatkowe kolumny, wykorzystujac
przy tym zalozenie modelu Lee-Cartera (L.4). Z poczatkowych estymacji uzyskalismy
wartosci &, oraz B;, ktore nie zaleza od roku kalendarzowego t a jedynie wieku z. Nato-
miast prognozy przeprowadzone w poprzednim rozdziale dostarczaja nam informacji o
zmianach k;. Rozszerzenie macierzy log M stanowi podstawe do dalszego wnioskowania.

Jak to juz zostato wspomniane, jednym ze wskaznikow opisujacych dtugosé trwania ludz-
kiego zycia jest srednia przyszlego czasu Zycia. W tym miejscu skupimy sie na badaniu
zachowania tej wielkosci w oparciu o rezultaty poczynionych estymacji i prognoz. Jest to
pewna modyfikacja wielkoéci przedstawionej w rozdziale 1, bowiem zamiast wyliczenia
owej warto$ci w oparciu o rozktad T}, chcieliby$my uwzgledni¢ wptyw przysztosci. Choé
poczatkowo brzmi to dosé¢ abstrakcyjnie, to po krotkim namysle jest to racjonalne
podejscie do rozwazanego przypadku. Wyobrazmy sobie, ze chcemy obliczy¢ $rednig
przysztego czasu zycia 30-latka w biezacym roku. To, ile lat przezyje jeszcze ta osoba
zalezy od charakterystyki czasu trwania zycia 30-latka w biezacym roku, 31-latka w
roku nastepnym, 32-latka za dwa lata itd. Widzimy zatem, ze rozsadnym jest by ocena
sredniego przysztego czasu zycia danego x-latka oparta byta na prognozie przysztych
wartosci.

Srednia liczbe lat, ktére pozostaly do przezycia osobie w wieku z liczona w roku
kalendarzowym t w opisany powyzej sposob oznaczaé¢ bedziemy przez ef (t). Na mocy
rownosci (1.1) oraz ((1.3)) wielko$¢ te opisuje ponizsza formula

e/ (t) = /£>0 exp (— /0E Patn(t +17) dn) d¢

1—exp(—ua:(t))

1 (t)

b1 1 —exp( — pos t"’k)
+ g(l;[oexp<—ux+j(t+j)>> Zik(;—%zg )

Dokonujac wyliczen w miejsce wartosci p,(t) podstawia¢ bedziemy estymatory uzy-
skane zgodnie z zatozeniem modelu Lee-Cartera (1.4)) oraz prognozy otrzymane dzieki
predykcji szeregow czasowych.
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Rozwazmy teraz = € {20, 60,80}. Dla kazdego z szesciu analizowanych krajow przesle-
dzimy zmiany sredniej przysztego czasu trwania dla trzech wybranych z-latkéw. Wyniki
uzyskane w oparciu o rachunki przeprowadzone zgodnie z zaleznoscig (3.1) poréwnamy
7z warto$ciami zamieszczonymi w tablicach trwania zycia (T'TZ), ktére nie uwzgledniaja
wpltywu przysztej sytuacji. Na ponizszych wykresach biekitna krzywa oddaje zmiany
wartodci zamieszczonych w TTZ w kolejnych latach kalendarzowych ¢. Natomiast ciagta
granatowa krzywa przedstawia wartosci otrzymane w oparciu o zatozenia modelu L-C i
wyliczenia zgodne z formutg . Niecigglte przedtuzenie tej krzywej charakteryzuje
oczekiwane zachowanie, biorace pod uwage uzyskane predykcje.

Rozwazmy kolejne sytuacje, rozpoczynajac od charaketrystyki zmian $redniej dtugo-
Sci trwania zycia dla 20-latka zamieszczonych na wykresie Widzimy, ze wartosci
uzyskane w oparciu o przeprowadzone analizy i uwzgledniajace poczynione prognozy
r6znig si¢ od tych zamieszczonych w tablicach trwania zycia. Oznacza to, ze w sytuacji,
w ktorej warto$c sktadki ubezpieczeniowej kalkulowana jest w oparciu o tablice trwania
zycia, ubezpieczyciel narazony jest na poniesienie strat. Wynika to z faktu, iz nie dosza-
cowuje on kosztow, gdyz zatozona przez niego dtugosé trwania zycia ubezpieczonego
jest mniejsza niz ta, ktorej faktycznie nalezy sie spodziewaé. W oparciu o prognozy
przedstawione na wykresie [10] powinnismy oczekiwac, ze obecny wzrost dtugosci trwania
zycia bedzie obserwowany w perspektywie najblizszych lat. Widzimy, ze niezaleznie od
rozwazanego kraju, zachowanie badanej cechy jest zblizone, gdyz granatowe krzywe
zachowuja sie podobnie. Nakreslajg one pewien ogdlny ksztatt, a kazda z nich wydaje sie
by¢ szczegdlng postacia bazowej krzywej. Widoczne réznice w tempie przyrostu sredniej
zaleza od wartosci, od ktorej rozpoczynamy nasze prognozy. Ilustracja tej zaleznosci jest
poréwnanie wykresow uzyskanych dla Polski i Japonii. Wartosci prognozy dla Polski
rozpoczynaja sie od Sredniej rownej okoto 65 lat i obserwowany wzrost jest szybki.
Natomiast dla danych dotyczacych Japonii $rednia, od ktorej rozpoczynamy wynosi
okoto 71 lat i widoczny wzrost wartosci nie jest tak dynamiczny jak w przypadku Polski.
Zauwazmy, ze w okolicach roku 2100 sytuacja w Polsce bedzie zblizona do tego, co
obserwujemy teraz w Japonii. Ksztalt zmian, ktérego spodziewamy sie dla Polski po
2100 roku jest tym, czego oczekujemy dla Japonii w najblizszych latach. Mozemy wiec
mysle¢, ze w kontekscie zmian Sredniej przysztego czasu zycia sytuacja obserwowana w
Japonii jest wizja tego, co czeka nas w Polsce za 100 lat. Analiza wykresu (10| pozwala
nam orzec, ze podobne wtasnosci charakteryzujg zmiany $redniej przysztego czasu zycia
w Polsce, Stanach Zjednoczonych i Belgii oraz Japonii, Australii i Chile.

Zestawiajac wszystkie wykresy widzimy, ze ksztalt zmian Sredniej przysztego czasu
zycia jest zblizony i oczekiwa¢ mozemy, ze po roku 2300 sytuacja dotyczaca badanej
cechy zacznie ulega¢ stabilizacji. Kolejne wartosci sredniej beda si¢ niewiele réznic, a
ich graniczna wartos¢ determinowana jest przez etap wzrostu, ktéry obecnie notujemy.
Oznacza to, ze mozemy oczekiwaé, iz istnieje wiek graniczny, ktorego dozywa cztowiek.
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Wykres 10: Zmiany $redniej dtugosci czasu zycia 20-latka na przetomie lat uzyskane
dla poszczegdlnych panstw.
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Spojrzmy teraz na zmiany Sredniej dtugosci zycia obserwowane dla 60-latkéw. Przed-
stawione na wykresie [11| zachowania Sredniej przysztego czasu zycia charakteryzuja sie
wieksza dynamika niz te widoczne na wykresie [I0] W rozwazanym poprzednio przypad-
ku obserwowali$my stabilizacje wzrostu po roku 2300. Analizujac srednig przyszlego
czasu zycia dla 60-latka, oczekujemy, ze stabilizacja zmian osiagnieta bedzie duzo
pozniej. W tym przypadku réznice pomiedzy wartoéciami zamieszczonymi w TTZ a
rezultatami osiggnietymi z wykorzystaniem formuty nie sg tak znaczace jak dla
x = 20. Podobnie, jak poprzednio, zmiany prezentowane dla kazdego z rozpatrywanych
panstw sa pewnym szczegélnym przypadkiem bazowej krzywej nakreslajacej ogdlny
ksztalt. Ponownie dostrzegamy podobienstwa pomiedzy wybranymi populacjami, cho¢
tym razem nie sg one tak oczywiste. Zauwazmy, ze wyjsciowa warto$é¢ $redniej dla
Chile jest nieco wyzsza niz ta obserwowana w Polsce, natomiast spodziewamy sie, ze
graniczna wartos¢ sredniej przewidywana dla Polski bedzie wyzsza niz ta prognozowana
dla Chile. Podobnie dla Belgii i Australii. Na podstawie wykresu [11] sadzi¢ mozemy, iz
najwyzszy wiek graniczny osiaggna mieszkancy Japonii. Po raz kolejny mamy podstawy
by sadzi¢, ze obserwowany obecnie wzrost ma swoj koniec.

Przeanalizujmy jeszcze, jak prezentuje si¢ sytuacja dla x = 80. Na wykresie 12| dostrze-
gamy, iz tak jak dla z = 60 réznice pomiedzy wartosciami zamieszczonymi w tablicach
trwania zycia a wynikami uzyskanymi przez nas zgodnie ze wzorem sg niewiel-
kie. Mozemy zauwazy¢, ze tak, jak w dwoch poprzednio analizowanych przypadkach,
zmiany widoczne dla kazdego z panstw sa pewnym szczegdlnym przypadkiem bazowej
krzywej opisujacej zmiany Sredniej przysztego czasu zycia. Oczekujemy, iz obserwowana
poprzednio stabilizacja osiagnigta zostanie tym razem znacznie pdzniej.

Poczynione powyzej obserwacje sg podstawa do wnioskowania dotyczacego przysztosci,
jednakze nie informujg nas o dalszych trendach w jednoznaczny sposéb. Analiza wykresu
wskazywata na istnienie wieku granicznego i okreslata moment stablilizacji wzrostu
sredniej przysztego czasu zycia. Natomiast wraz ze wzrostem rozwazanego x sytuacja
przestaje by¢ tak klarowna. Oczekujemy, ze Srednia przysztego czasu zycia dla z = 60
rowniez osiagnie pewne ograniczenie, chociaz znacznie pdzniej niz dla x = 20. Natomiast
w przypadku, gdy x = 80 stabilizacja nie byla widoczna w rozwazanej przez nas
perspektywie czasu. Widzimy zatem, ze im wiekszy wiek x, tym pdzniej oczekujemy
stabilizacji wzrostu $redniej przyszlego czasu zycia. Z jednej strony moze to Swiadczy¢
o pewnym ograniczeniu, ktére predzej czy pdzniej zostanie osiggnicte. Z drugiej zas
x = 80 to skrajny przypadek w obecnym czasie, uzyskany w oparciu o dane, ktérymi
teraz dysponujemy. Wraz z faktycznym wzrostem dlugosci zycia zwickszy sie zakres
dostepnych obserwacji i w konsekwencji skrajnym wyborem moze sta¢ sie x = 90, czy
x = 100. Patrzac przez pryzmat poczynionych analiz mozemy sadzi¢, iz stabilizacja
sredniej dla dwoch wymienionych wyzej sytuacji dokona sie jeszcze pdzniej niz dla
x = 80. Rozumowanie to moze by¢ kontynuowane dla coraz to wiekszych z, dlatego na
dzien dzisiejszy nie mozemy wykluczy¢ zadnego z rozpatrywanych scenariuszy.
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ROZDZIAL 3. Co przyniesie przysztosé
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Wykres 11: Zmiany $redniej dtugosci czasu zycia 60-latka na przetomie lat uzyskane
dla poszczegdlnych panstw.
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ROZDZIAYL 3. Co przyniesie przysztosé
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Wykres 12: Zmiany $redniej dtugosci czasu zycia 80-latka na przetomie lat uzyskane
dla poszczegdlnych panstw.

31



Podsumowanie

Analizy przeprowadzone w niniejszej pracy prowadza nas do kliku konkluzji zwigzanych
z przedmiotem naszych rozwazan. Fundamentalna kwestia jest zdanie sobie sprawy z
rangi problemu, z jakim mierzg si¢ wspotczesni aktuariusze. Jak mieliémy okazje sie
przekonaé, proba opisania stale zmieniajacej si¢ Smiertelnosci stanowi nie lada wyzwanie.

Przedstawione w pracy wyniki pokazaly nam, ze pomiedzy wszystkimi szescioma kraja-
mi istnieja pewne podobienstwa. W konsekwencji oznacza to, ze potozenie geograficzne
czy nawet czynniki ekonomiczno-gospodarcze nie sg naczelnymi przestankami determi-
nujacymi trend zmian natezenia Smiertelnosci.

Otrzymane prognozy pozwalaja nam stwierdzié, iz wzrost dtugosci trwania ludzkiego
zycia nie jest problemem jedynie dnia dzisiejszego. Trend ten utrzymawac sie bedzie w
perspektywie najblizszych lat. Nie mozemy jednak jasno stwierdzié, czy i kiedy ma on
swoj koniec.

Swiadomos¢ problemu i znajomos¢ zaprezentowanych dotychczas metod stanowia

dobre podstawy do znalezienie optymalnego rozwiazania. Warto jednak pamietaé, ze
rzeczywistosé krytycznie zweryfikuje nawet najlepszy model.
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Zalacznik A

Ponizej przedstawione zostato rozumowanie, prowadzace do znalezienia optymalnego
procesu opisujacego zachowanie estymatora r; dla: Stanoéw Zjednoczonych, Belgii,
Japonii, Australii i Chile.

Stany Zjednoczone

W przypadku Stanéw Zjednoczonych dysponujemy warto$ciami estymatora x; uzyskany-
mi na podstawie lat kalendarzowych t € {1955, 1956, ..., 2019} i wieku z € {0, 1, ..., 110},
Procedure dopasowania modelu do danych rozpoczniemy, jak zwykle, od analizy wykre-
soOw: zmian wartosci &y, funkcji autokorelacji i funkcji autokorelacji czastkowe;j.

Stany Zjednoczone

1960 1980 2000 2020

La;U 1‘5 . 5‘ La‘\g‘U 1‘5
Wykres 13: Wartosci estymatora k; (gorny panel), wykres autokorelacji (lewy dolny
panel) oraz wykres autokorelacji czastkowej (prawy dolny panel), na podstawie danych:
Stany Zjednoczone 1955-2019.

Mozemy zauwazy¢, iz wartosci k; malejg na calym przedziale, ktéry rozpatrujemy.
Jednakze tempo spadku tychze wartosci jest nieco inne w zaleznosci od czasu. Na
wykresie [L3| dostrzegamy, ze do roku 1972 spadek wartosci jest mniejszy niz dla lat
1972-1980. Poczawszy od 1980 roku wartosci malejg w zblizonym tempie. Opisane
wtlasnosci sugerujg, iz omawiany szereg nie jest stacjonarny. Widzimy to réwniez na
wykresie autokorelacji, ktéra powoli maleje wraz ze wzrostem opdznienia, co potwierdza
istnienie trendu. W celu usuniecia widocznego trendu uzyjemy operatora réznicowania.
Spojrzmy zatem, jak prezentuja sie¢ wartosci szeregu po jednokrotnym zroéznicowaniu.
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Zalagcznik A

Stany Zjednoczene d=1

La1gU 1‘5 . 5‘ La;ﬂ 1‘5
Wykres 14: Wartosci estymatora k; po zréznicowaniu (gérny panel), wykres
autokorelacji (lewy dolny panel) oraz wykres autokorelacji czastkowej (prawy dolny
panel), na podstawie danych: Stany Zjednoczone 1955-2019.

Na wykresie [14] nie dostrzegamy widocznego uprzednio trendu, stad mozemy przyjac,
iz parametr d rowna sie 1. Analiza wykreséw autokorelacji i autokorelacji czastkowe;j
dla zréznicowanego szeregu wskazuje, iz mozemy przypuszczac, ze rzad autoregresji p
jest réwny 0 i rzad sredniej ruchomej ¢ wynosi 0. Wynika to z obserwacji, ze wszystkie
wartosci funkeji autokorelacji znajduja sie pomiedzy wartosciami +1.96/+/n i prawie
wszystkie wartosci funkcji autokorelacji czastkowej mieszcza sie we wspomnianym
zakresie. Biorgc pod uwage poczynione obserwacje oraz cel minimalizacji kryterium
AICc optymalnym modelem okazuje sie by¢é ARIMA(0,1,0). Jedyny parametr, ktory
bedziemy estymowaé to dryf. Uzyjemy do tego metody najwiekszej wiarogodnosci.
Spéjrzmy teraz, jak dobrany proces przybliza rzeczywiste wartosci.

Dopasowanie ARIMA(0,1,0)

Stany Zjednoczone
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Wykres 15: Poréwnanie dopasowania procesu ARIMA(0,1,0) do rzeczywistych
wartosci, na podstawie danych: Stany Zjednoczone 1955-2019.
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Zatacznik A

Widoczne na wykresie 15| dopasowanie mozemy uznaé¢ za satysfakcjonujace. Proces bar-
dzo dobrze oddaje ksztalt zmian rzeczywistego zachowania k;. Obserwujemy niewielkie
przesuniecie wykresow wzgledem siebie, ktore moze byé¢ spowodowane nieregularnoscia-
mi w zmianach rzeczywistych wartoséci ;. Zweryfikujmy jeszcze zachowanie residuéw
dobranego procesu.

Residuals from ARIMA(0,1,0)

1960 1980 2000 2020

i |; [l rl‘; HETEETE e nemne \IIJ;
Lal1gU " - res?daals -
Wykres 16: Wtasnosci residuéw dopasowanego modelu: wartosci residuéw (goérny
panel), funkcja autokorelacji (lewy dolny panel) oraz histogram wartosci resztowych
(prawy dolny panel), na podstawie danych: Stany Zjednoczone 1955-2019.

Przedstawione na wykresie 16| zachowanie warto$ci resztowych dobranego modelu jest
poprawne. Nie obserwujemy zadnej struktury, wzgledem ktorej zmieniajg si¢ wartosci
residuow, wykres wskazuje na ich losowe zachowanie. Wszystkie wartosci funkcji auto-
korelacji mieszcza sie w przedziale +1.96/y/n, a widoczny obok histogram wskazuje, iz
dane mozna przyblizy¢ rozktadem normalnym. Oznacza to, ze residua sa: stacjonarne,
niezalezne i pochodzg z rozktadu normalnego. Zweryfikujmy jeszcze te spostrzezenia w
oparciu o wynik testu Ljunga-Boxa. Uzyskana p-wartos¢ wynosi 0.1632 i jest wicksza niz
przyjety poziom istotnosci a = 0.05. Oznacza to, ze nie mamy podstaw do odrzucenia
hipotezy zerowej. Zachowanie wartosci resztowych jest wiec poprawne.

Ostatnim elementem naszej weryfikacji bytoby zbadanie potozenia pierwiastkow wielo-
mianéw charakterystycznych autoregresji i sredniej ruchomej wzgledem okregu jednost-
kowego. Jednakze dobrany przez nas proces to ARIMA(0,1,0) zatem pominaé¢ mozemy
sprawdzenie potozenia wspomnianych wyzej pierwiastkow, gdyz rzad autoregresji p = 0
i rzad $redniej ruchomej ¢ = 0. Odpowiadajacy proces ARMA(0,0) jest wiec odwracalny
1 stacjonarny.
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Zalagcznik A

Belgia

Dla danych dotyczacych Belgii dysponujemy wartosciami estymatora x; uzyskanymi w
oparciu o lata kalendarzowe t € {1970, 1981, ..., 2018} i wiek = € {0, 1,2, ...,103}. Do
modelowania zachowania k; wykorzystamy caly zbiér obserwacji. Etap dopasowania
modelu rozpocznijmy od analizy wykreséw: wartosci estymatora k;, autokorelacji oraz
czastkowej autokorelacji.

Belgia

R\\\

50

1970 1980 1990 2000 2010 2020

T MHM | [INRRNARRNANANAA

Lag 10 1‘5 ‘i é '.; 4‘ :"' EI '; éLagé 1b 1‘1 1‘2 1‘3 1‘-1 1‘5 1"3
Wykres 17: Wartosci estymatora r; (gorny panel), wykres autokorelacji (lewy dolny
panel) oraz wykres autokorelacji czastkowej (prawy dolny panel), na podstawie danych:
Belgia 1970-2018.

Na wykresie [17] widzimy, ze wartos$¢ estymatora x; maleje liniowo na rozpatrywanym
przez nas przedziale czasowym. Wskazuje to na istnienie liniowego trendu o charakterze
malejacym. Ponownie, jak w przypadku danych dotyczacych Polski, mamy do czynienia z
dryfem. Potwierdza to zachowanie funkcji autokorelacji, ktora maleje wraz ze wzrostem
opdéznienia h. Istnienie dryfu postaramy sie wyeliminowaé¢ wykorzystujac operator
roznicowania. Spéjrzmy zatem na wykresy uzyskane dla danych po jednokrotnym
zroznicowaniu.
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Zatacznik A

Belgia d=1

Lag 10 1‘5 1‘ 2‘ é 4‘ 5‘ 5‘ 7I E;_agEll 16 1‘1 1‘2 1‘3 1‘4 1‘5 1"5
Wykres 18: Wartosci estymatora k; po zréznicowaniu (gérny panel), wykres
autokorelacji (lewy dolny panel) oraz wykres autokorelacji czastkowej (prawy dolny
panel), na podstawie danych: Belgia 1970-2018.

Obserwujemy, iz na wykresie zroznicowanych wartosci estymatora k; nie istnieje wi-
doczna struktura, wzgledem ktorej uktadaja si¢ nasze dane. Oznacza to, iz pomy$lnie
usuneliSmy obserwowany wceze$niej trend. Wykresy autokorelacji i autokorelacji czastko-
wej sugeruja, iz w tym przypadku wybor rzedu autoregresji i sredniej ruchomej nie jest
tak oczywisty jak dla danych dotyczacych Polski. Nalezy rozwazy¢ potencjalne modele
i wybra¢ sposrdd nich ten, ktéry minimalizuje kryterium AICe. Po poréwnaniu m.in.
modeli ARIMA(0,1,1), ARIMA(1,1,0), ARIMA(1,1,1) optymalnem wyborem okazuje
sie by¢ proces ARIMA(0,1,1). Parametry wybranego modelu wyestymujemy wykorzy-
stujac metode najwiekszej wiarogodnosci. Spojrzmy, jak prezentuje sie dopasowanie
procesu do wyjsciowych danych.

Dopasowanie ARIMA(0,1,1)
Belgia
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Wykres 19: Poréwnanie dopasowania procesu ARIMA(0,1,1) do rzeczywistych
wartosci, na podstawie danych: Belgia 1970-2018.
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Zalagcznik A

Dopasowanie widoczne na wykresie [19| nie spelnia do konca naszych oczekiwan. Wyj-
Sciowe dane pomimo swojego liniowego charakteru ulegaja pewnym zaburzeniom. Do-
pasowana, na podstawie dobranego procesu, krzywa niestety nie oddaje wszystkich
wspomnianych zmian. Ma ona charakter bardziej ogélny i probuje usrednié¢ zachowanie
obserwowanych wartosci. Swiadomi wad dopasowanego modelu spéjrzmy na zachowanie
residuéw dobranego procesu.

Residuals from ARIMA(0,1,1)
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Wykres 20: Wtasnosci residuéw dopasowanego modelu: wartosci residuéw (gorny
panel), funkcja autokorelacji (lewy dolny panel) oraz histogram wartosci resztowych
(prawy dolny panel), na podstawie danych: Belgia 1970-2018.

Widoczne na wykresie zachowanie wartosci resztowych wskazuje na prawidtowe
wtasnosci residuéw. Uzyskana w tedcie Ljunga-Boxa p-wartosé wynosi 0.1908 i jest
wieksza niz przyjety poziom istotnosci a = 0.05. Oznacza to, iz nie mamy podstaw do
odrzucenia hipotezy zerowej. Test potwierdza wiec obserwacje poczynione na podstawie
wykresow. Sprawdzmy jeszcze potozenie pierwiastkow wielomiandéw charakterystycznych
autoregresji i $redniej ruchomej wzgledem okregu jednostkowego.
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Wykres 21: Pierwiastki wielomianow charakterystycznych autoregresji i sredniej
ruchomej, na podstawie danych: Belgia 1970-2018.
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Zatacznik A

Zauwazamy, ze pierwiastek wielomianu charakterystycznego sredniej ruchomej znajduje
sie wewnatrz kota jednostkowego. Natomiast z uwagi na fakt, iz rzad autoregresji p = 0
nie obserwujemy zadnych pierwiastkow zwigzanych z tym procesem. Powyzsze obser-
wacje oznaczaja, ze odpowiadajacy proces ARMA(0,1) jest odwracalny i stacjonarny.

Japonia

Dla danych dotyczacych Japonii naszg analize przeprowadzimy dla wartosci k; uzyska-
nych w oparciu o lata kalendarzowe ¢ € {1965, 1966, ..., 2019} i wiek = € {0, 1, ..., 104}.
Dopasowanie modelu rozpocznijmy od analizy wykresu zmiany wartosci k; oraz wykre-
sow funkcji autokorelacji i autokorelacji czastkowej.

Japonia
80-

40-

-40-

' ' ' ' ' '
1970 1980 1990 2000 2010 2020
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g
:
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Wykres 22: Wartosci estymatora k; (gorny panel), wykres autokorelacji (lewy dolny
panel) oraz wykres autokorelacji czastkowej (prawy dolny panel), na podstawie danych:
Japonia 1965-2019.

Przedstawione na wykresie 22| zachowanie k; sugeruje, iz szereg, z ktérym mamy do
czynienia nie jest stacjonarny. Widzimy, ze wartosci estymatora maleja na catym
przedziale czasowym. Aby uzyska¢ stacjonarnos¢ szeregu konieczne byto dwukrotne
zastosowanie operatora réznicowania. Zobaczmy, jak prezentuje sie szereg po wykonaniu
tej operacji.
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Zalagcznik A

Japonia d=2

Wykres 23: Wartosci estymatora k; po dwukrotnym zréznicowaniu (gorny panel),
wykres autokorelacji (lewy dolny panel) oraz wykres autokorelacji czastkowej (prawy
dolny panel), na podstawie danych: Japonia 1965-2019.

Wykres sugeruje, ze dwukrotne zastosowanie operatora réznicowania pozwolito
nam na uzyskanie stacjonarnosci szeregu. Wykresy funkcji autokorelacji i autokorelacji
czastkowej wskazujg na to, ze podczas doboru modelu pod uwage warto wziaé¢ procesy,
ktorych rzad autoregresji p = 1 lub rzad $redniej ruchomej ¢ = 2. Biorac pod uwage
poczynione obserwacje i che¢ minimalizacji kryterium AICc optymalnym wyborem
okazuje sie by¢ proces ARIMA(0,2,2). Wybér ten pociaga za soba konieczno$é estymacji
dwoch wspotezynnikéw sredniej ruchomej, co uczynimy z wykorzystaniem metody
najwiekszej wiarogodno$ci. Spojrzmy, jak prezentuje sie dopasowany przez nas proces
w poréwnaniu do rzeczywistych danych.

Dopasowanie ARIMA(0,2,2)

Japonia
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Wykres 24: Poréwnanie dopasowania procesu ARIMA(0,2,2) do rzeczywistych
wartosci, na podstawie danych: Japonia 1965-2019.
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Zatacznik A

Widoczne na wykresie dopasowanie procesu do wyjsciowych danych jest bardzo
dobre. Obserwujemy, ze dobrany proces wiernie oddaje ksztalt rzeczywistych zmian
estymatora k;. Zbadajmy jeszcze whasnoséci wartoséci resztowych dopasowanego procesu.

Residuals from ARIMA(0,2,2)
5.0~
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Wykres 25: Wtasnosci residuéw dopasowanego modelu: wartosci residuéw (gorny
panel), funkcja autokorelacji (lewy dolny panel) oraz histogram wartosci resztowych
(prawy dolny panel), na podstawie danych: Japonia 1965-2019.

Mozemy zauwazy¢, iz analiza przebiegu wartosci resztowych, wartosci funkcji autokore-
lacji oraz histogramu z dotaczona krzywa rozktadu normalnego wskazuje na prawidtowe
wtasnosci residuéw. Uzyskana w tescie Ljunga-Boxa p-wartosé wynosi 0.3027 i jest
wigksza od przyjetego poziomu istotnosci o = 0.05. W konsekwencji nie mamy pod-
staw do odrzucenia hipotezy zerowej i przyjmujemy, ze residua wykazuja prawidtowe
wlasnosci. Sprawdzmy jeszcze polozenie pierwiastkéw wielomianu sredniej ruchome;j
wzgledem okregu jednostkowego.
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Wykres 26: Pierwiastki wielomianu charakterystycznego $redniej ruchomej, na
podstawie danych: Japonia 1965-2019.

Mozemy zauwazy¢, ze pierwiastki sredniej ruchomej znajduja sie¢ wewnatrz kota jednost-
kowego, co oznacza, ze odpowiadajacy proces ARMA(0,2) jest stacjonarny i odwracalny.
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Zalagcznik A

Australia

Dobor procesu do danych dotyczacych Australii oprzemy o wartosci estymatora k; uzy-
skane w oparciu o lata kalendarzowe t € {1970,1971, ...,2018} i wiek = € {0, 1, ..., 104},
Spojrzmy na wykresy przedstawiajace zmiany wartosci tego estymatora, wartosci funkcji
autokorelacji i autokorelacji czastkowej.

Australia
60-

30-
0-
-30-

-60- ' ' ' ' ' '
1970 1980 1990 2000 2010 2020

ACF
PACF
-

0.0

Lag 10 1‘5 1I é é 3‘1 é ‘3‘ 7I E‘LagE‘l 1‘U 1‘1 1‘2 1‘5 1‘4 1‘5 1"3
Wykres 27: Wartosci estymatora k; (gorny panel), wykres autokorelacji (lewy dolny
panel) oraz wykres autokorelacji czastkowej (prawy dolny panel), na podstawie danych:
Australia 1970-2018.

Mozemy zauwazy¢, ze zmiany wartosci x; charakteryzuja sie liniowym spadkiem wraz ze
wzrostem roku kalendarzowego t. Szereg nie jest wiec stacjonarny, obserwujemy istnienie
dryfu. Zachowanie funkcji autokorelacji potwierdza wczesniejsze spostrzezenia. Jej
wartosci malejg wraz ze wzrostem opdznienia. Poddajmy wiec nasz szereg jednokrotnemu
roznicowaniu i sprawdzmy, jak wtedy zachowaja si¢ nasze dane.
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Australia d=1

0-

ACF

10 15 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16
Lag Lag

Wykres 28: Wartosci estymatora k; po jednokrotnym zréznicowaniu (gérny panel),
wykres autokorelacji (lewy dolny panel) oraz wykres autokorelacji czastkowej (prawy

dolny panel), na podstawie danych: Australia 1970-2018.

Mozemy zauwazy¢, ze w zmianach wartosci przedstawionych na wykresie [28| nie do-
strzegamy widocznego wezesniej trendu. Stad przyja¢ mozemy, iz parametr d rowna si¢
1. Analiza funkcji autokorelacji i autokorelacji czastkowej sugeruje, iz podczas doboru
odpowiedniego procesu nalezy wzig¢ pod uwage modele z rzedem autoregresji p = 1 lub
rzedem sSredniej ruchomej ¢ = 1. Majac na uwadze poczynione obserwacje i cel minimali-
zacji kryterium AICc optymalnym modelem okazuje sie byé ARIMA(0,1,1). Estymacje
potrzebnych wielkosci oprzemy na metodzie najwiekszej wiarogodnosci. Spdjrzmy, jak
prezentuje si¢ dopasowany przez nas proces w stosunku do wyjsciowych danych.

Dopasowanie ARIMA(0,1,1)
Australia
60-

series
¥ - Dane

= NModel

-60- i i i i i
1970 1980 1990 2000 2010 2020
Time

Wykres 29: Poréwnanie dopasowania procesu ARIMA(0,1,1) do rzeczywistych

warto$ci, na podstawie danych: Australia 1970-2018.

Widzimy, ze prezentowane na wykresie 29| dopasowanie nie jest satysfakcjonujace. Nasz
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proces nie oddaje w pelni charakteru rzeczywistych zmian %;, a w pewnym stopniu
stara sie usredni¢ wahania prawdziwych wartosci estymatora. Spojrzmy, jak zachowuja
sie¢ wartosci resztowe dopasowanego modelu.

Residuals from ARIMA(0,1,1)

6

4

1970 1380 1990 2000 2010 2020

count

1 3 | N T T I
Lag v " B N resiguals ) ’
Wykres 30: Wlasnosci residuéw dopasowanego modelu: wartosci residuéw (gorny
panel), funkcja autokorelacji (lewy dolny panel) oraz histogram wartosci resztowych

(prawy dolny panel), na podstawie danych: Australia 1970-2018.

Dostrzegamy, ze wartosci resztowe modelu zmieniajg si¢ w sposéb losowy. Rowniez
wykres autokorelacji i histogram z dotaczona krzywa rozktadu normalnego wskazuja na
prawidtowe zachowanie residuéw. Otrzymana w tescie Ljunga-Boxa p-wartosé¢ wynosi
0.6345. Oznacza to, iz nie mamy podstaw do odrzucenia hipotezy zerowej. Zatem
wartosci resztowe dopasowanego modelu wykazujg poprawne wtasnosci.

Zobaczmy jeszcze, jak w stosunku do okregu jednostkowego potozone sg pierwiastki
wielomianu charakterystycznego sredniej ruchomej, gdyz jak wiemy uzyskany przez nas
rzad autoregresji p = 0 i rzad $redniej ruchomej ¢ = 1.

Inverse MA reots

UnitCircle
®  Within

Imaginary
=
L

. ! | !
-1.0 -0.5 00 05 10
Real

Wykres 31: Pierwiastki wielomianu charakterystycznych $redniej ruchomej, na
podstawie danych: Australia 1970-2018.
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Jedyny pierwiastek wielomianu charakterystycznego sredniej ruchomej potozony jest
wewnatrz kola jednostkowego, co oznacza, ze odpowiadajacy proces ARMA(0,1) jest
stacjonarny i odwracalny.

Chile

W przypadku danych dotyczacych Chile, analizie poddamy zachowanie estymatora
k¢ uzyskanego w oparciu o lata kalendarzowe ¢t € {1992,1993,...,2017} oraz wiek
xz € {0,1,...,107}. Spéjrzmy, jak przedstawia si¢ wykres zmian wartosci r; 1 wykresy
funkcji autokorelacji oraz autokorelacji czastkowej.

Chile
1 X
10- ~,
N
0
\\
0~ \““*/\\

1995 2000 2005 2010 2015

ACF
PACF

0.0

Wykres 32: Wartosci estymatora k; (gorny panel), wykres autokorelacji (lewy dolny
panel) oraz wykres autokorelacji czastkowej (prawy dolny panel), na podstawie danych:
Chile 1992-2017.

Mozemy zauwazy¢, ze wartosci k; malejg wraz ze wzrostem roku kalendarzowego t,
cho¢ spadek ten przeplata sie z niewielkimi wzrostami. Zachowanie funkcji autokorelacji
sugeruje, iz analizowany szereg nie jest stacjonarny. Sprawdzmy, jak prezentuja sie
wartosci szeregu po jednokrotnym zréznicowaniu.
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Chile d=1

Wykres 33: Wartosci estymatora k; po jednokrotnym zréznicowaniu (gérny panel),
wykres autokorelacji (lewy dolny panel) oraz wykres autokorelacji czastkowej (prawy
dolny panel), na podstawie danych: Chile 1992-2017.

Widzimy, ze zachowanie wartosci k; po zréznicowaniu nie charakteryzuje zadna okre-
Slona struktura, co swiadczy o tym, ze uzyskany proces jest stacjonarny. Wykresy
autokorelacji i autokorelacji czastkowej sugeruja, by podczas doboru procesu opisuja-
cego badane zjawisko rozwazy¢ modele, w ktorych rzad autoregresji p = 1 lub rzad
sredniej ruchomej ¢ = 2. Biorgc pod uwage réwniez minimalizacje kryterium AICc
optymalnym procesem okazuje sie by¢ ARIMA(0,1,2). Aby dopasowaé proces do rze-
czywistych danych konieczna jest jeszcze estymacja dryfu i dwoch wspotezynnikow
sredniej ruchomej, co uczynimy z wykorzystaniem metody najwickszej wiarogodnosci.

Dopasowanie ARIMA(0,1,2)
Chile

10-

series
{ 1 Dane
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-10-
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Wykres 34: Poréwnanie dopasowania procesu ARIMA(0,1,2) do rzeczywistych
wartosci, na podstawie danych: Chile 1992-2017.

Dopasowanie przedstawione na wykresie [34] nie oddaje w pelni rzeczywistych zmian
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wartosci k¢, jednakze obserwujemy bardzo dobre dopasowanie dla obserwacji po roku
2011. Przed tym rokiem wykres dopasowanych wartosci jest nieco wyptaszczony w
stosunku do wyjsciowych danych, ktére charakteryzuja pewne zaburzenia. Sprawdzmy
jeszcze, jak prezentuja sie wtasnosci wartosci resztowych.

Residuals from ARIMA(0,1,2)
Pl

' ' i | ' f ' ! ! L P I A O 1 [ 1}
1 2 3 4 5 § 7 8 9 3 0
Lag residuals

[
3

Wykres 35: Wtasnosci residuéw dopasowanego modelu: wartosci residuéw (goérny
panel), funkcja autokorelacji (lewy dolny panel) oraz histogram wartosci resztowych
(prawy dolny panel), na podstawie danych: Chile 1992-2017.

Prezentowane na wykresie 35| zmiany wartosci resztowych sugeruja ich stacjonarnosé.
Analiza funkcji autokorelacji i histogramu pozwala oceni¢, iz residua sa niezalezne i
mozna je przyblizy¢ rozktadem normalnym. Uzyskana w tescie Ljunga-Boxa p-wartosé
to 0.2519. Jest ona wigksza od przyjetego poziomu istotnosci a = 0.05 i oznacza, ze nie
mamy podstaw do odrzucenia hipotezy zerowej. Residua dobranego modelu wykazuja
wiec prawidtowe wlasnosci.

Spéjrzmy jeszcze na potozenie pierwiastkow wielomianu charakterystycznego sredniej
ruchomej, gdyz jak wiemy parametr ¢ = 2.
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Inverse MA roots
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Wykres 36: Pierwiastki wielomianu charakterystycznych $redniej ruchomej, na

podstawie danych: Chile 1992-2017.

Widzimy, Ze oba pierwiastki wielomianu charakterystycznego sredniej ruchomej znajduja
sie wewnatrz kota jednostkowego, zatem odpowiedni proces ARMA(0,2) jest odwracalny
1 stacjonarny.
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